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ABSTRACT

This paper proposes the MD-PREAD, a model that uses the decision
tree technique for predicting apprentices with risk of failure. The
capability of choosing the decision tree as a way to generate a
greater set for educators is the highlight of this project. After the
data was collected and processed, it was possible to generate a list
of students that had the greatest chance to fail, this data would give
the opportunity to help the students to recover their grades before
the end of the course. Finally, to evaluate the model, the indexes
of the classifiers were compared and the J48 algorithm stood out
with an accuracy predominance of 84.5%, precision of 85.52%. It was
concluded that the MD-PREAD model can assist in the prognosis
of groups at risk of failure.
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1 INTRODUCAO

A Educagcéo a Distancia (EaD) baseia-se nos principios da igualdade
e do ensino permanente, acessivel a qualquer pessoa. A EaD no Bra-
sil tem se consolidado com diversos estudantes optando por utilizar
essa modalidade de ensino [4]. O Censo EAD.BR 2015 registrou uma
evasdo entre 26% e 50%, com 40% das ocorréncias nas instituicdes
que oferecem cursos regulamentados totalmente a distancia [17].

Um dos diferenciais de cursos de EAD ¢é a grande quantidade de
dados gerada pelas intera¢des no ambiente educacional, o que abre
novas possibilidades para estudar e compreender estas interagdes.
A Educational Data Mining (EDM) é uma 4rea de pesquisa interdis-
ciplinar que lida com o desenvolvimento de métodos para explorar
dados originados no contexto educacional afirma Romero et al. [16].
De acordo com Rigo et al. [13] a Learning Analytics pode ser con-
siderada uma sintese de técnicas existentes em diversas areas de
pesquisa convergentes com o uso da tecnologia para melhoria do
processo de ensino e aprendizagem.

Segundo Evandro et al. [2] a area emergente de Mineragio de
Dados Educacionais (EDM) procura desenvolver ou adaptar méto-
dos e algoritmos de mineracdo existentes, de tal modo que se preste
a compreender melhor os dados em contextos educacionais. Estes
dados sdo produzidos principalmente por estudantes e professores,
extraidos dos ambientes em que interagem, tais como os ambientes
virtuais de aprendizagem (AVAs).

Um dos desafios dos pesquisadores nesta area é desenvolver
métodos capazes de prever o comportamento dos estudantes, de
modo a possibilitar a intervencéo de professores/tutores, ou demais
envolvidos, visando resgatar o estudante antes que ele reprove
[4, 9] ou desista [6]. Segundo Cristobal e Sebastian [15], existe
a necessidade de se desenvolver ferramentas especificas e faceis
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de usar, para que professores/tutores nao familiarizados com as
técnicas EDM também possam se valer das descobertas das areas.

Uma das dificuldades relatadas na area esta associada com a difi-
culdade, com uso dos métodos atuais de predicéo, de gerar subsidios
para os professores de forma a apoiar a sua a¢éo no atendimento dos
alunos. Outra dificuldade citada se refere ao tratamento de grande
volume de dados gerado na mediacéo digital.

Este trabalho explora a técnica de Arvore de Decisdo [10] para
apoiar na geracdo de dados sobre as predi¢des, de modo que os
professores possam guiar de forma mais adequada a sua metodo-
logia de atuacédo. Além disso, o trabalho avalia as possibilidades
da anélise de componentes principais, que segundo Johnson et al.
[8] permite reduzir a dimensionalidade de dados sem perder as
informacdes relevantes, em uma etapa intermediaria de calculo
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para uma analise posterior com diversas tarefas, tais como agru-
pamentos, classificacdo, discriminacéo, redes neurais, entre outras.
Assim, a aplicagdo de componentes principais sob um conjunto de
dados, pode ser extremamente til, a fim de gerar solucdes para uma
classe de problemas em mineragéo de dados que exige a reducéo de
dimensionalidade, como uma etapa de pré-processamento.

O principal objetivo deste artigo é propor o MD-PREAD, um mo-
delo de predicido de um grupo de risco de reprovacio, levando em
conta a necessidade de geracio de subsidios para os educadores e
tratando a dimensionalidade dos dados. O modelo foi avaliado com
dados reais de uma disciplina cursada em ambiente virtual de apren-
dizagem e sua avaliagdo através de prototipagem no RapidMiner!
uma ferramenta de mineragéo de dados.

!https://rapidminer.com
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O ambiente da pesquisa é o Instituto Federal de Educagéo, Cién-
cia e Tecnologia do Amazonas (IFAM), com aprendizes do programa
Universidade Aberta do Brasil (UAB). Foram realizadas coletas de
dados histéricos de 10 disciplinas de um grupo de 30 aprendizes
em dois semestres consecutivos, sendo que o total de alunos matri-
culados foi de 125 e o total de intera¢des obtidas foi de 41070. Os
dados foram submetidos ao algoritmo classificador de arvore de
decisdo que aplica as regras encontradas em um conjunto de testes,
a metodologia utilizada foi a CRISP-DM[1].

O artigo esta organizado em 5 secdes. A secdo 1 apresenta a
motivacédo do trabalho e uma revisio da literatura. A secdo 2 aborda
os trabalhos relacionados. A secéo 3 apresenta o modelo proposto.
Por sua vez a secdo 4 trata da implementagdo. Finalmente na se¢éo
5 sdo feitas as consideracdes finais e sugeridos trabalhos futuros.

2 TRABALHOS RELACIONADOS

Nesta secio sdo apresentados os trabalhos relacionados estudados
como parte da contextualizacdo e justificativa do modelo.

Douglas et al. [4] concluiram que a possibilidade de prever com
antecedéncia se um estudante de educacio a distancia corre o risco
de ndo concluir uma disciplina ou curso, é de grande valia para
professores e tutores, que podem entdo ajustar seus instrumentos
pedagdgicos para evitar que estes estudantes reprovem ou evadam.

No trabalho de Reginaldo et al. [5] verifica-se que o processo de
aprendizado de maquina apresenta algumas abordagens a respeito
de como decidir sobre novos dados adquiridos e seus relacionamen-
tos. O aprendizado supervisionado usa dados ja rotulados previa-
mente para predizer os rétulos de novos dados. A maior vantagem
do aprendizado supervisionado é a consisténcia estabelecida pelas
relacdes descobertas.

Rodrigo et al. [14] chegaram a conclusdo de que o modelo li-
near foi considerado um bom modelo para explicar que existe uma
relacdo entre a quantidade de interacdes via férum de discussdo
e o desempenho dos alunos. Daniel et al. [3] compararam alguns
algoritmos, entre eles: Naive Bayes, IBk, SMO, RandomForest e
Multipayer Perceptron, dos quais destacou-se o primeiro com 75%
de precisao.

Francisco et al. [17] apresentaram uma proposta de modelo fo-
cada nas interagdes com os féruns de discussio e suas respectivas
notas, submetendo o conjunto de treinamento a cinco classifica-
dores dos quais o J48 alcangou em alguns casos o melhor indice
com 73% de precisado reforcando que técnicas baseadas em arvore
de decisdo sao adequadas para a predicdo em ambientes virtuais de
aprendizagem no entanto seu objetivo era buscar um diagndstico
acerca das causas de evasao.

No trabalho de Humberto et al. [11] foi apresentado uma de-
monstragdo sobre a eficacia das técnicas de mineracdo de dados,
sendo utilizado um ambiente Virtual de Aprendizagem, aplicadas
técnicas de refinamento e selecionados seis indicadores de desem-
penho com base nas interagdes. Foram criados elementos de uma
tabela de classificacdo com trés valores: regular, bom e 6timo. Para
avaliar comparou-se os resultados de dois classificadores, o ID3
e J48, concluindo que o segundo obteve resultados melhores com
acuracia de até 96,5%.

Ao analisar a comparacéo dos trabalhos relacionados na Tabela
1, pode-se perceber que o MD-PREAD traz um diferencial quanto
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a possibilidade de interpretacdo dos dados gerados pelo uso dos
métodos de predigdo, pois outros métodos usados, tais como Redes
Neurais Artificiais possuem como deficiéncia justamente a dificul-
dade de identificar as causas que levam aos resultados das predicdes.
Ressalta-se que o Modelo pode ser configurado para operar com
qualquer classificador, preferencialmente aquele de melhores indi-
ces.

3 MODELO PROPOSTO

Nesta se¢do é apresentado o modelo de predigdo de reprovagio.
Esse modelo explora a minerac¢io de dados, tendo como publico-
alvo gestores educacionais e sistemas de recomendacdo. O modelo
tem o intuito de fornecer informacdes que contribuam na tarefa de
minimizar a reprovacdo de aprendizes em disciplinas, e recebe o
nome de MD-PREAD.

O MD-PREAD é um modelo de sistema de predi¢do educacional
para gestores educacionais e sistemas de recomendacéo, com foco
na predigao da reprovacdo em disciplinas. Suas principais caracte-
risticas sdo:

e Suporte a varios niveis de EaD: apesar da abordagem a cursos
de graduacio e pés-graduacio neste trabalho, o modelo nédo
restringe o nivel de ensino a ser analisado;

e Gerenciamento de predi¢des: permite que durante o anda-
mento de uma disciplina, varias predi¢des possam ocorrer;

e Gerenciamento do perfil do aluno: permite a utilizacdo de
perfis de aprendizes para o gerenciamento das predi¢des;

e Suporte a gerenciamento de geracio de arquivos de lote: per-
mite gerar arquivos contendo o grupo de risco de reprovagéo.

Com base nessas caracteristicas, através dos seus modulos in-
ternos, o modelo permite que seja possivel usar as informacoes
de dados do Sistema de Gestdo Académica e do Ambiente Virtual
de Aprendizagem para fazer predicdo de reprovacio de aprendi-
zes em disciplinas. As informacdes sdo relevantes para gestores
educacionais e sistemas de recomendacio.

3.1 Arquitetura

A Figura 1 apresenta o MD-PREAD organizado em trés compo-
nentes, chamados de mddulos: Médulo de importagido, Médulo
de processamento e Moédulo de exportacdo. O modelo propde um
sistema de predicdo centrado na disciplina. Antes do processo pre-
ditivo sdo extraidos dados histéricos do ambiente virtual para fins
de treinamento de um algoritmo classificador de arvore de decisdo
que busca uma regra para classificar os possiveis reprovados com
base nas interacdes e médias das avaliages parciais.

No transcorrer da disciplina, considerando as interacoes dos
aprendizes nas diversas atividades do ambiente virtual e suas avali-
acdes semanais, ocorre um processo de extragdo dessas informagdes,
que sdo alimentadas no sistema de predicéo. Este por sua vez aplica
a regra encontrada na fase de treinamento. Apds essa etapa, ja é
possivel realizar a exportacdo do grupo de risco, o que possibilita a
geracdo e a disponibilizacdo de uma lista de possiveis reprovados
em um relatério para exportacéo e utilizacdo em outros sistemas.

3.2 Modulo de Importacio

O moédulo de importagio é responsavel por importar os arquivos
de treinamento ou teste para que seja dado inicio ao processo de
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Figura 1: Arquitetura do MD-PREAD

geragdo de regras e predigdo. O arquivo precisa ser preparado e sdo
necessarios arquivos de saida extraidos a partir de dois sistemas, o
de Gestdo Académica e os do Ambiente virtual de aprendizagem,
através de trés listagens.

A primeira contendo dados de identificacdo dos aprendizes, uma
segunda listagem contendo as interacdes dos aprendizes no ambi-
ente virtual de aprendizagem e uma terceira listagem contendo as
médias parciais das avaliacdes na disciplina cursada pelos aprendi-
zes no ambiente virtual de aprendizagem.

Desta forma, os dados tratados sdo os seguintes: a) dados de
identificacdo dos aprendizes, tais como Matricula, Nome, E-mail,
Curso, Matriz curricular, Nascimento, Periodo letivo inicial, Renda
familiar, Sexo, Tipo de escola de origem, Turma; b) interacées dos
aprendizes no ambiente virtual de aprendizagem, tais como Curso,
Hora, Endereco IP, Nome completo, Acéo, Informacéo; ¢) médias
parciais das avaliagdes na disciplina cursada pelos aprendizes no
ambiente virtual de aprendizagem, como os dados de Disciplina,
Nome, Sobrenome, Endereco de e-mail, Média das atividades.

Antes de iniciar o processo de importacdo que disponibiliza o
conjunto de treinamento para identificar a regra de predicéo, é
necessario preparar o conjunto de dados de teste, o que é feito
selecionando os atributos que sdo usados para a predi¢do conforme
ilustrado na Figura 2.

Este mesmo processo de Extragéo, Tratamento e Limpeza (ETL)
¢é analogo para os dados de treinamento e teste, sendo que para fins

de treinamento os dados sdo completos e ja se sabe a situacio final
do aprendiz, enquanto que no conjunto de teste a informacéo da
situa¢do final ndo é conhecida.

Apos a etapa de preparacdo dos dados, estes sdo importados
para o modelo e torna-se possivel o prosseguimento do processo de
treinamento ou predicdo pelo médulo de processamento. O médulo
de importacéo é responsavel por importar os arquivos de treina-
mento ou teste para que seja dado inicio ao processo de geracao
de regra ou predicdo. O arquivo precisa ser preparado e sdo ne-
cessarios arquivos de saida extraidos a partir de dois sistemas, o
de Gestao Académica e os do Ambiente virtual de aprendizagem,
através de trés listagens, a primeira contendo dados de identificacéo
dos aprendizes conforme demonstrado na Figura 3.

3.3 Modulo de Processamento

O médulo de processamento apresentado na Figura 4 é o mais
relevante, pois é ele que define com base em um conjunto de treina-
mento a regra de classificacdo. Os dados do conjunto de treinamento
sdo entregues ao algoritmo de arvore de decisdo, que de forma di-
namica encontra a regra a ser aplicada no conjunto de teste.

Para a classificacio, é usada uma ferramenta de mineracio de
dados que tenha componentes que possibilitem a leitura do arquivo
de treinamento e o processo de geracio da regra de classificacdo. A
escolha do classificador deve levar em consideracdo os melhores
indices de acurécia, precisio e recall, os dados disponiveis para este
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modelo sdo as médias dos alunos e o desvio padrio das interacdes,
sdo estes que ao final do processo resultardo em um padrédo de
comportamento.
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Figura 4: Modulo de Processamento

3.4 Modulo de Exportacio

O moédulo de exportacio é o responsavel em receber o resultado
da predigdo e gerar os arquivos de saida, no caso de entrega para
sistemas de recomendagéo e gestores educacionais. E composto
basicamente por dois processos, o processo de predicdo que aplica
as regras na base de teste e entrega o resultado para o processo de
exportacio, que por sua vez gera os arquivos de saida, conforme
ilustrado na Figura 5.

/

Processo de Processo de
Predicdo Exportacdo

Relatorio para
Gestores Educacionais

A

oF

Arquivo de lote para
sistemas de recomendagdo

\

A Figura 6 ilustra o conjunto de regras obtidas com o uso dos
dados e o algoritmo de arvore de decisdo utilizado. Pode-se ob-
servar que com este recurso as diversas variaveis tratadas ficam
evidenciadas com relac¢éo ao seu impacto e podem ser usadas pelos
professores como subsidio para guiar a sua a¢do com os alunos.

Figura 5: Mddulo de Exportacao

4 IMPLEMENTACAO E DISCUSSAO DOS
RESULTADOS

Nesta se¢do sdo apresentados os aspectos de implementacio do
modelo e discutidos os resultados.

4.1 Aspectos de implementacio

Para permitir a avaliacdo do MD-PREAD, foi necessario configurar
o protétipo em uma ferramenta de mineracio de dados capaz de
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auxiliar nos procedimentos e métodos necessarios para cumprir as
etapas na busca do perfil do aprendiz com tendéncia de reprovar
em uma disciplina.

A seguir sdo apresentadas as etapas de prototipagem do MD-
PREAD. Para testar o modelo, foi escolhida a ferramenta de mine-
racdo de dados RapidMiner que possibilitou configurar o modelo e
executar a aplicagio até a etapa de exportacio do arquivo.

O RapidMiner é uma aplicagio open-source para DM [12]. Esta
ferramenta esta disponivel como uma aplicagdo standalone para
analises de dados, e como um motor de Mineracdo de Dados para a
integracao dos seus préprios produtos.

A configuragéo do processo de predi¢do no RapidMiner utilizou
os operadores tais como o "Read” para a leitura dos conjuntos
de teste e treinamento, os operadores "Set” para a configuracio
dos atributos, o "Decision Tree” para configurar o classificador da
arvore, o operador "Apply Model” para aplicar a regra ao conjunto
de treinamento, o operador "Filter” para filtrar apenas os aprendizes
com predigdo para reprovar, o operador "Mutiply” para possibilitar
a exportagdo no operador de exportagdo "Write” responsavel pela
geracdo dos arquivos de saida.

Verificou-se a necessidade de reduzir o nimero de recursos ava-
liativos, para tanto utilizou-se a técnica de analise dos principais
componentes (PCA). Segundo Richard e Dean [7] a analise de com-
ponentes principais pode ser uma etapa intermediaria de calculo
para uma andlise posterior, como: analise de agrupamentos, classifi-
cacdo, discriminacéo, redes neurais, entre outras. Com o auxilio do
PCA, método utilizado para encontrar os principais componentes,
foram selecionados 3 atributos: o "forum view discussion”, "resource
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view” e "forum view forum”. Estes atributos foram utilizados como
filtro para o célculo do desvio padrio no conjunto de treinamento.

4.2 Processo de avaliacao

O processo de avaliacéo utilizado foi o de Valida¢do Cruzada que
é um processo de aprendizagem supervisionada em mineragao de
dados. Apés o pré-processamento e a formatagéo, os dados sio frag-
mentados em dois subconjuntos, denominados base de treinamento
e base de testes.

A técnica de Validacdo Cruzada consiste em dividir a base de
dados em x partes, destas, x-1 partes sdo utilizadas para o treina-
mento e uma serve como base de testes. O processo é repetido x
vezes, de forma que cada parte seja usada uma vez com o conjunto
de testes. Ao final, a correcio total é calculada pela média dos resul-
tados obtidos em cada etapa, obtendo-se assim uma estimativa da
qualidade do modelo de conhecimento gerado e permitindo analises
estatisticas. Neste experimento o processo foi repetido 10 vezes.

Foram considerados para o treinamento 979 registros de médias
e desvios padrdes de interagdes (niimero de acessos). Esse conjunto
foi submetido ao processo de validagio. Desta vez utilizando os
algoritmos descritos na tabela acima. Para este volume de dados
destacou-se o J48 com acuracia de 84,5%, precisdo na classificacdo
de reprovados de 85,52% conforme apresentado na Tabela 3.

A regra utilizada no MD-PREAD foi gerada em funcéo do al-
goritmo de arvore de decisdo J48 que foi aquele avaliado como o
melhor dentre os selecionados para a predi¢do do grupo de risco
de reprovar destacando-se os indices de acuracia de 84,5% e de
predicdo para reprovar de 85,52% comparado com os demais algo-
ritmos utilizados para arvore de decisdo. A classificacao foi baseada
no conjunto de treinamento e levou em consideracéo os polos, as
disciplinas, as médias e o desvio padrio das interagdes nos com-
ponentes selecionados pelo PCA. Verificou-se que nem sempre o
desvio padrdo maior determina a predicdo de aprovacdo, mas na
maioria dos polos a afirmativa é verdadeira.

A cada semana o grupo de risco com predicdo de reprovacio
era selecionado pelo algoritmo de arvore de decisao utilizado no
experimento. Observou-se que na primeira predigdo feita o indice
foi de 100% dos aprendizes na lista do grupo de risco de reprovar,
o que se justifica por ndo ter havido nenhuma atividade realizada
pelos aprendizes, na segunda predicéo o percentual foi de 43% do
grupo inicial, na terceira predi¢io aumentou para 66% em relagio a
predicédo anterior e na quarta predigdo evidenciou-se uma reducéo
de 22% em relacdo & predicdo anterior conforme demonstrado na
Figura 7.

Conforme as atividades sao ofertadas para os aprendizes nota-se
a variacdo da curva do comportamento do grupo de risco ao longo
das semanas. A predicdo aponta para um total de 56,45% da turma
que é composta por quatro polos, que sao municipios onde tutores
presenciais podem dar assisténcia aos aprendizes, que sdo Caraca-
rai, Boa Vista, Tefé e Manaus. Ressalta-se que o professor possui
acesso as variaveis que foram utilizadas e percebe o interesse dos
aprendizes pelos recursos "forum view discussion”, "resource view”
e "forum view forum”, de modo a ter a oportunidade de explora-los
melhor afim de tornar o ambiente virtual de aprendizagem mais
atrativo reformulando assim suas metodologias.
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Tabela 2: Analise dos Indices dos algoritmos de classificacio

Clazz Precizion Clazs Raecall

Alzortmo Aruracia Pred Apro- Pred Eepro- | Pred True Apro- True  Bepro- | Irwe Desis-

vado vado Desistente vado vado tanta
g_ﬁ;‘ﬁi’”‘ 24.47% B4.43% 21.10% 89,36% 96,309 46.61% 89,36%
Dsrcicion Tras —
Information £2.11% 84,55% 70,78% 81,82% 92 46% 49,32% 86,17%
Gain
BFTres 53 13% 4579 74.15% 86 46% 94 17% 47 96% 5830%
J48 54,5% 77,08% 55,510 53,33% 94,41% 20,23% 90,43%
Random Forest | 80,01% 80.47% 20% 76.32% 97 89% 34,39% 617%
Random Tree 74,83% 83.33% 48 B6%% 73.26% 23.76% 48 479 77,669

De posse da lista de risco de reprovacéo o professor pode buscar
encontrar as lacunas dos aprendizes e adequar sua metodologia
com o objetivo de melhorar o desempenho do aluno bem como
seu interesse pela disciplina, contribuindo assim para a reducéo do
indice de reprovacédo da turma.

Predicdo
120%

100%
100%

B0%
60%
43%

40%
22%

20%

0%
51 52 53 54

Figura 7: Evolucio da Predicao

5 CONSIDERACOES FINAIS

Este artigo propds um modelo denominado MD-PREAD e para tanto,
se utilizou da ferramenta de mineracdo de dados RapidMiner que
permitiu a configuracéo de todas as etapas do modelo. O cenario
escolhido para a aplicacdo do modelo com dados foi o Instituto
Federal de Educacéo, Ciéncia e Tecnologia do Amazonas, em seu
ambiente virtual de aprendizagem.

Apbs o processo foi possivel gerar uma lista de possiveis repro-
vados que teriam a oportunidade de serem recuperados antes do
final da disciplina. Finalmente para avaliacdo do modelo foram com-
parados os indices dos classificadores e destacou-se o J48 com uma
predominéncia de acuracia de 84,5%, precisdo de 85,52%.

Concluiu-se que o MD-PREAD pode auxiliar no prognéstico de
grupos de risco de reprovacio, uma vez que possibilitou a geragio e
a disponibilizagio de uma lista de possiveis reprovados em um rela-
torio para exportacéo e utilizacdo em outros sistemas. A percepcéo
de utilidade da arvore de decisdo também foi considerada positiva,
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mesmo tendo sido feita uma avaliagéo limitada ao grupo técnico de
desenvolvimento, sendo um ponto de contribuigio deste trabalho.

Como trabalho futuro sugere-se o desenvolvimento de um plugin
no Moodle que possa absorver ou encapsular a ideia do modelo e
disponibilizar essa funcionalidade de modo amplo. Também sugere-
se a realizacdo de avaliacdes mais longas e com grandes grupos de
professores, para consolidar a percepgao de utilidade dos resultados
da arvore de decisdo como apoio adicional 4 a¢do do educador na
tentativa de reversao das tendéncias apontadas pelos procedimentos
de mineracéo e predicao.
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